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1 Justificacion

Las grandes cantidades de datos que se producen en la actualidad, sumadas a su heterogenei-
dad, hacen que las herramientas tradicionales de andlisis de datos no resulten adecuadas para
su recopilacién, almacenamiento, gestion y andlisis. En este contexto se comienza a hablar
del término Big Data, haciendo referencia a caracteristicas como gran volumen, velocidad
y variedad de produccién de los datos, y a las herramientas que se utilizan para encontrar
valor en las mismas.

Clasificar estos datos complejos no puede realizarse con las herramientas tradicionales de
andlisis de datos, por lo que resulta necesario diseflar algoritmos especiales para analizar
estos grandes volimenes de datos.

En esta tesis se propone desarrollar un algoritmo de clasificacion para datos masivos inspi-
rado en el tradicional algoritmo C4.5 que demuestre un desempeifio eficiente implementado
en las tecnologias existentes para el tratamiento de datos masivos

2 Fundamentacion

Esta tesis abordara el disefio de un algoritmo de clasificacion para datos masivos. Debido
a la amplitud del 4rea de estudio esta seccidn se organiza en cuatro subsecciones. En la
seccion 2.1 se hard una breve descripcion de los conceptos y caracteristicas principales que
presentan las Bases de Datos Masivos, en la seccion 2.2 se introduce al concepto de Mineria
de Datos, se describen las principales aplicaciones de la tarea de clasificacion y las diversas
técnicas para llevar a cabo esta tarea. En la seccion 2.3 se abordard mas especiificamente
el algoritmo de clasificacién C4.5 y algunas implementaciones realizadas sobre datos ma-
sivos. Por ultimo, en la seccion 2.4, se introducira a las principales herramientas para el
tratamiento de Datos Masivos.

2.1 Bases de Datos Masivos

En la actualidad se producen diariamente grandes volimenes de datos de diversos tipos (ej.,
textos, imdgenes, audio, videos) y desde los mds variados origenes (ej., web, GPS, redes
sociales). Debido a los avances en las tecnologias de la informacién que han facilitado la
recoleccién y el almacenamiento [1] de los datos se estima que para el 2020 nuestro planeta
alcanzaria los 44 Zettabytes [2] de datos, lo que implicaria un volimen 10 veces mayor que
en 2013.

En este contexto, surge el término Datos Masivos o Big Data (en inglés) para referirse
a conjuntos de datos cuyo tamaiio supera la capacidad de las herramientas tradicionales o
son demasiado complejos para procesarlos en una sola maquina. Aunque el significado del
término Big Data sigue siendo objeto de algunas discusiones [3,4] se ha optado por definirlo
a través de sus principales caracteristicas [5]:

Volamen: hace referencia al tamafio de los datos, enormes cantidades de informacion
que necesitan ser procesadas y analizadas para obtener conocimiento itil y valioso.

Variedad: distintos tipos de datos provenientes de diversas fuentes que pueden orga-
nizarse tanto en forma estructurada como no estructurada.

Velocidad: referido a la rapidez con que se generan y procesan los datos.



Variabilidad: referido a los cambios en las estructuras de datos y en cémo los usuarios
quieren interpretarlos.

Valor: se refiere al valor que implica para las organizaciones analizar y convertir en
conocimiento estos grandes volimenes de datos. La informacién obtenida deberia
implicar una ventaja estratégica para la toma de decisiones gracias a la posibilidad de
responder preguntas que antes no era posible.

2.2 Mineria de Datos

El Descubrimiento de Conocimiento en Bases de Datos, KDD (por sus siglas en inglés
Knowledge Discovery in Databases), se define como el proceso no trivial de identificar
patrones validos, desconocidos, potencialmente ttiles y comprensibles en los datos [6].
Como se ilustra en la figura 1 el proceso de KDD consta de una secuencia iterativa de
etapas: Recopilacion e integracion de datos; Seleccion, Limpieza y transformacién de datos;
Mineria de datos; Evaluacion; Difusion, uso y monitorizacién de modelos.

La fase de Mineria de Datos es la mds caracteristica del KDD por eso con frecuencia se
utiliza esta fase para nombrar todo el proceso. Su objetivo es producir nuevo conocimiento
que pueda ser util al usuario. Esto se realiza construyendo un modelo basado en los datos
recopilados a tal fin.

Si bien la posibilidad de aplicar técnicas de Minerfa de Datos en el contexto de Big
Data representa una oportunidad para la toma de decisiones y la planificacién estratégica
de muchas organizaciones, implica también nuevos problemas y desafios [7] debido a que
las técnicas tradicionales no siempre son escalables a la complejidad y magnitud de estos
repositorios de datos. Por este motivo, es necesario re-disefiar dichas técnicas y algoritmos
de modo que puedan ser aplicados a problemas del mundo real que impliquen grandes
voliumenes de datos. Una de las principales técnicas aplicadas en el proceso de KDD es la
clasificacién, que consiste en asignar una clase o categoria a datos u objetos en base a sus
atributos utilizando un modelo creado con datos previamente clasificados.

Algunos dominios de aplicacion frecuentemente encontrados en la literatura [8] para la tarea
de clasificacion se indican continuacion:

e Marketing de Clientes
Dado que el problema de clasificacion relaciona las caracteristicas de las variables
para identificar una clase, se puede usar para predecir los intereses de compra de los
clientes en base a los registros de las compras anteriores.

e Diagndstico de Enfermedades
En los tltimos afios, el uso de métodos de mineria de datos en la tecnologia médica
ha adquirido cada vez mayor atraccién. A través de los atributos registrados en las
historias clinicas de pacientes y sus correspondientes diagndsticos, es posible realizar
prediccién de enfermedades en base a un conjunto de caracteristicas presentes en los
pacientes.

e Deteccién supervisada de Eventos
En muchos escenarios temporales, las etiquetas de clase pueden estar asociados con
marcas de tiempo correspondientes a los acontecimientos inusuales. Por ejemplo, una
actividad inusual puede ser representada como una etiqueta de clase. En tales casos,
los métodos de clasificacién de series de tiempo suelen ser muy utiles.
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Figure 1: Tareas en el Proceso de KDD

e Andlisis de Datos Multimedia
A menudo es deseable llevar a cabo la clasificacién de grandes volimenes de datos
multimedia como fotos, videos, audio u otros datos mas complejos. El anélisis de
estos datos puede ser dificil, debido a la complejidad de la funcién de espacio suby-
acente y la brecha semantica entre los valores de caracteristicas e inferencias corre-
spondientes.

o Andlisis de Datos Bioldgicos
Estos datos se representan a menudo como secuencias discretas o en forma de redes
que permiten predecir, aplicando modelos de clasificacion, propiedades particulares
de las secuencias de interés.

e Filtrado y clasificacién de Documentos
Las aplicaciones como servicios de noticias o repositorios digitales, requieren la clasi-
ficacién de un gran nimero de documentos en tiempo real. Esta aplicacién se conoce
como categorizacién de documentos, y es una importante area de investigacion en si
misma.

2.2.1 Algoritmos de Clasificacion

El problema de la clasificacién puede enunciarse como sigue [8]: Dado un conjunto de
puntos de entrenamiento y sus etiquetas asociadas, determinar la clase de etiqueta para
una instancia de prueba sin etiquetar. Asi, el problema de clasificacién segmenta en tantos
grupos la instancia de prueba como etiquetas de clases definidas haya. Los algoritmos de
clasificacion tipicamente contienen dos fases:



Fase de entrenamiento: se construye un modelo de las instancias de entrenamiento
el cual puede estar representado de varias formas tales como reglas de clasificacion,
arbol de decisién, férmulas matematicas o redes neuronales [9]. En algunos casos,
cuando el aprendizaje es muy lento, la fase de entrenamiento se omite por completo
[8] y la clasificacidn se realiza directamente en las instancias de prueba.

Fase de prueba: el modelo se utiliza para asignar una etiqueta a una instancia de
prueba no etiquetada. Generalmente la salida de un algoritmo de clasificacién podra
ser un etiquetado discreto, donde se asigna una clase de pertenencia a cada instancia,
0 una puntuacién numérica, donde para cada instancia se devuelve una probabilidad
de pertenecer a cada una de las clases existentes.

Existen diversas técnicas aplicadas a la clasificacion de datos [8], se describen a contin-
uacién los métodos principales:

Métodos probabilisticos. Son los més relevantes entre los métodos de clasificacion
de datos [8]. Estos algoritmos utilizan la inferencia estadistica para determinar la clase de
una instancia dada. Estdn basados en la teoria probabilistica, especificamente en el teorema
de Bayes, el cual permite estimar la probabilidad de un suceso a partir de la probabilidad de
que ocurra otro del cual depende el primero [10]. Uno de los algoritmos mds conocidos es
el Naive Bayes que ha demostrado [11] ser f4cil de implementar, poseer eficiencia computa-
cional y tasa de clasificacion y obtener resultados precisos cuando el nimero de registros es
muy grande.

Algoritmo del vecino mas préoximo (KNN) y variantes. FEl algoritmo del vecino
mas proximo (Nearest Neighbour, NN) tiene como caracteristica que su implementacién
es relativamente sencilla. En el contexto tratado de la clasificacion la idea bdsica es la
siguiente: se calcula la similitud entre la instancia a clasificar y cada uno de los datos
de entrenamiento, las instancias mds parecidas estardn indicando a qué clase o categoria
se debe asignar el dato que se desee categorizar. Otra ventaja mencionada en [11] es la
robustez cuando los datos de entrenamiento presentan ruido, aunque se menciona también
que puede ser sensible a atributos irrelevantes y tener tiempos de ejecucién excesivos para
encontrar los vecinos cercanos cuando el conjunto de datos es muy grande.

Existe una variante muy conocida de este algoritmo que es el KNN (k-nearest neigh-
bour), este algoritmo consiste en tomar las k instancias mds relevantes, en lugar de sélo la
primera [12].

Redes Neuronales. Otros métodos muy utilizados para resolver el problema de clasi-
ficacion son las Redes Neuronales. Estos modelos computacionales surgieron como un
intento de simular la estructura y el comportamiento del cerebro humano. Se basan en el
aprendizaje a través de la experiencia, con la consiguiente extraccién del conocimiento a
partir de la misma. Entre los algoritmos mas conocidos en esta drea se encuentran los lla-
mados Mapas Auto-organizados o SOM (Self Organizing Maps) de Kohonen [13]. Entre las
principales ventajas de estas técnicas se mencionan [11] la facilidad de uso, que posee pocos
pardmetros para ajustar, no necesita ser reprogramada y es aplicable a una amplia gama de
problemas; mientras que las desventajas principales son la complejidad en determinar la
cantidad de neuronas y capas necesarias, presentan un tiempo elevado de procesamiento y
pueden tener un aprendizaje muy lento.



Maquinas de Vectores de Soporte. Tas Mdquinas de Vectores de Soporte o Support
Vector Machines SV M son un conjunto de algoritmos de aprendizaje supervisado [14]
cuyo objetivo consiste en separar las clases existentes en un espacio de alta dimensionalidad
mediante la construccién de hiperplanos éptimos que mejor separen las clases. A pesar de
sus buenos fundamentos tedricos y buen desempefio al generalizar, las SVM no son ade-
cuadas para clasificacién con grandes conjuntos de datos debido a su excesivo computa-
cional [15].

Algoritmos genéticos. Representan una abstraccion del concepto bioldgico de evolucién
natural y tiene numerosas aplicaciones en problemas de optimizacién [13]. Su funcionamiento
estd basado en los mecanismos de seleccion natural, combinando la supervivencia del mds
apto con un intercambio de informacién entre miembros de una poblacién de posibles solu-
ciones. Durante cada generacion o iteracion se producen nuevas poblaciones mediante la
aplicacion de los denominados operadores genéticos: seleccidn, cruza y mutacion. Cada
solucidn en la poblacion estd asociada a un valor de aptitud, dependiendo de la funcién a
optimizar. El operador de seleccidn escoge una solucién de la poblacién actual para que
contintie en la siguiente poblacién en base a una probabilidad proporcional a su valor de
aptitud; el operador de cruce, crossover (en inglés), combina con una probabilidad los seg-
mentos desde un punto de cruce y el operador de mutacidén cambia cada posicién de la
cadena solucion con una probabilidad denominada probabilidad de mutacién. Los algorit-
mos genéticos se han utilizado para resolver diversas tareas de la mineria de datos, tales
como clasificacion, clustering, mineria web y reglas de asociacion [16]. En las tareas de
clasificacién se han presentado principalmente dos dificultades: suelen necesitar el con-
junto de datos completo en la memoria principal y a partir de cierto tamafio se ha observado
pérdida en la calidad de los resultados.

Arboles de Decisién. Es uno de los métodos mds utilizados para crear clasificadores.
A través de esta técnica, el conjunto de datos de entrenamiento es dividido en dos o mas
partes utilizando alguno de sus atributos. Cada uno de los subconjuntos resultantes repre-
sentan una rama en el arbol que se debe volver a dividir utilizando otro atributo o carac-
teristica. Este proceso se repite hasta que s6lo haya datos de la misma clase en cada rama
del arbol.

Las principales ventajas de esta técnica [11] se encuentran en que los modelos son
faciles de interpretar, tiene una implementacién simple, soporta valores continuos y discre-
tos y es tolerante al ruido presente en los datos. Una de las desventajas sefialadas es que no
tiene buen desempefio cuando el conjunto de datos de entrenamiento es pequefio. El C4.5,
desarrollado por Quinlan [17] para mejorar su antecesor ID3, es uno de los mas conocidos
en este grupo y serd analizado en la siguiente seccion.

2.3 Algoritmo C4.5

El algoritmo C4.5 comienza analizando todo el conjunto de datos para crear la primera
divisién del nodo raiz del arbol. Cada particién o divisién del conjunto de datos, S, se
realiza probando todos los posibles valores de las instancias en cada dimensién o atributo
A, y después se selecciona a la mejor particién de acuerdo a algun criterio. Este proceso se
realiza de manera recursiva.



Algunos de los criterios para la eleccion del atributo (A) para realizar la divisién de los
datos, S, estan basados en alguno de los siguientes indices [18]: Entropia (ecuacién 1), Split
Info (ecuacioén 2), Information Gain (ecuacién 3) y Gain Ratio (ecuacién 4).
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Luego, con cada subconjunto formado realiza un proceso iterativo que consiste en

volver a analizar los datos que forman parte del subconjunto buscando un nuevo atributo
y su correspondiente valor donde hacer una nueva divisién de datos.
C4.5 utiliza la relacion de ganancia de informacién como el criterio predeterminado para
elegir los mejores atributos de division. Este proceso iterativo continda hasta llegar a un
subconjunto donde todos los datos son de la misma clase y donde ya no se requiere una
nueva divisién. O hasta que la cantidad de datos de una clase sea tan pequefia que no se
justifica una nueva division. Esta cantidad de datos por la cual no se debe llevar a cabo una
nueva division es un pardmetro del algoritmo C4.5.

Es dificil determinar a priori cudntas veces se recorre la base de datos en el algoritmo
C4.5, ya que depende de como queden formados los nuevos subconjuntos de datos.

Respecto a su predecesor permite trabajar con atributos numéricos y nominales, tratar
con conjuntos de datos con valores de faltantes y podar los drboles después de la creacion.
La principal desventaja del algoritmo C4.5 es que requiere mds cantidad de tiempo de proce-
samiento y memoria a medida que aumentan las muestras.

2.3.1 Implementaciones sobre BigData

Aunque se han propuesto muchos enfoques para analizar conjuntos de datos de tamaio
pequeiio a mediano s6lo unos pocos han sido adaptados para manejar grandes conjuntos
de datos [19]. A continuacion se mencionardn algunas propuestas de algoritmos basados
en arboles de decisién donde se ha abordado el problema de la escalabilidad, capaces de
trabajar con grandes conjuntos de datos:

o SLIQ (Supervised Learning In Quest)
Es un arbol de decisién disenado para clasificar grandes cantidades de datos. En
una primera etapa, realiza una tarea de pre-clasificacion en la fase de crecimiento
del arbol, lo cual hace que la clasificaciéon no sea compleja para cada nodo. La idea
principal del algoritmo se basa en tener una lista por cada atributo. La principal
problemidtica que presenta es tener que almacenar en memoria todo el conjunto de
entrenamiento para construir el arbol de decision [8]

e SPRINT (Scalable PaRallelizable INndution of decision Trees)
Este algoritmo es una mejora del algoritmo SLIQ, continda con la idea de tener una



lista por cada atributo. Su diferencia con SLIQ radica en la forma de cémo se repre-
sentan las listas para cada atributo. Al igual que SLIQ presenta problemas de memo-
ria [20].

e RainForest

Este algoritmo trata principalmente de reducir las estructuras de manera que puedan
ser almacenadas en memoria. Se accede al conjunto hasta dos veces en cada nivel
del arbol, con lo que resulta en un mayor tiempo de procesamiento. La idea es for-
mar conjuntos de listas denominados AVC (AtributoValor, Clase) para describir a los
objetos del conjunto de entrenamiento. Estas listas contendrdn a todos los posibles
valores que un atributo pueda tomar, ademas de su frecuencia en el conjunto de en-
trenamiento. De esta manera, las listas no serdn de gran longitud y con ello podran
ser almacenadas en memoria [21].

e C45

El algoritmo C4.5 clésico es uno de los enfoques mds utilizados en tareas de clasi-
ficacién de conjuntos datos pequeiios y medianos. Sin embargo, hay varios incon-
venientes del algoritmo C4.5 aplicado a grandes conjuntos de datos. En [22], se
propone una implementacién del algoritmo C4.5 con MapReduce con el objetivo de
escalar a dicho algoritmo y mejorar los tiempos de entrenamiento y evitar los altos
costos en las operaciones de lectura y escritura por no poder mantener grandes con-
juntos de datos en memoria. En el estudio experimental, se realizaron pruebas con
conjuntos de datos de diversos tamafios y con distintas cantidades de nodos. Los re-
sultados empiricos indicaron que la implementacion del algoritmo C4.5 utilizando el
paradigma MapReduce era eficiente en relacion al tiempo y ademds, escalable.

Posteriormete, en [23] se desarrolla un algoritmo paralelo basado en el 4rbol de de-
cisién C4.5 llamado MR-C4.5-Tree usando también el paradigma MapReduce. Los
autores lo comparan con el algoritmo C4.5 cldsico y demuestran que el arbol MR-
C4.5 propuesto es factible de escalar eficazmente y obtiene tasas de éxito similares
a las del algoritmo tradicional para grandes conjuntos de datos pero en un tiempo
menor. Una de las desventajas que presenta es que agrega algunos pardmetros: pro-
fundidad del arbol, cantidad minima de datos por clase y tasa minima de precision.

A pesar de las posibilidades tecnoldgicas existentes en la actualidad para procesar de
manera paralela grandes bases de datos [24], existe un compromiso y un balance que se debe
tener en cuenta entre el esquema de comunicacion, el uso de memoria, y la sincronizacién
para que estos algoritmos sean eficientes .

2.4 Herramientas

A continuacién se describen algunas de las herramientas mas utilizadas para realizar tareas
de anélisis de Big Data. Todas las herramientas mencionadas son de cddigo abierto y pueden
ser utilizadas sin ningtn costo.

24.1 Paradigma MapReduce

MapReduce es un paradigma de programacién [25] desarrollado por Google para procesar
y/o generar conjuntos de datos grandes que no se ajustan a la capacidad de memoria fisica.
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Figure 2: Esquema de Trabajo del Paradigma MapReduce

Esté basado en la programacion funcional y consiste en dos pasos principales: la fase Map
y la fase de Reduce. Cada fase tiene una pareja (clave; valor) como entrada y como salida.

La fase Map toma cada pareja y genera un conjunto intermedio de pares clave-valor.
Entonces, MapReduce fusiona todos los valores asociados con la misma clave en una lista
(etapa shuffle). La fase Reduce toma esta lista como entrada y produce los valores finales.
En la figura 2 se ilustran estas tareas: se ejecutan las funciones Map en paralelo y de forma
independiente, mientras que las operaciones Reduce esperan hasta que Map haya finalizado.

Una de las tecnologias més destacadas [26] que implementan el paradigma MapReduce
para poder manejar grandes volimenes de datos son los Sistemas Hadoop. Estos utilizan
el almacenamiento distribuido y procesan grandes volimenes de datos estructurados, semi
estructurados y no estructurados con el propdsito de extraer informacidn relevante. Entre los
framework mas destacados que utilizan esta tecnologia se encuentran: Apache Hadoop [27],
Spark [28], Haloop [29].

Junto con la aparicién de estas plataformas han surgido librerias de aprendizaje de
maquinas paralelas, entre las que se encuentran Mahout [30] que se ejecuta sobre Apache
Hadoop y MLIib [31] que utiliza Apache Spark. Estas librerias implementan algoritmos
para diversas tareas del proceso de Mineria de Datos Masivos.

3 Objetivos

Objetivo General

El objetivo de este trabajo es proponer e implementar una aproximacién del algoritmo de
clasificacion C4.5 para datos masivos.

Objetivos Especificos

Los objetivos especificos que se esperan lograr a partir del desarrollo de este trabajo son:

e Realizar un estudio detallado de implementaciones para grandes conjuntos de datos
del algoritmo de clasificacién C4.5, el funcionamiento de los mismos, sus ventajas y
desventajas.

e Proponer e implementar un algoritmo basado en C4.5 para la clasificacién de datos



masivos que mejore las tasas de éxito de al menos uno de los algoritmos ya imple-
mentados.

4 Metodologia

La hipdtesis de este trabajo considera que la clasificacién de los tipos de datos complejos
y de volimen creciente que se gestionan en la actualidad no puede realizarse con las her-
ramientas tradicionales de andlisis de datos, por lo que resulta necesario disefiar algoritmos
especiales. En tal sentido se propone el desarrollo de un algoritmo de clasificacién para
datos masivos inspirado en el tradicional algoritmo C4.5.

Para lograr los objetivos propuestos en este trabajo, hemos dividido el desarrollo de la
misma en tres etapas. La primera etapa tiene como objetivo principal una recopilacién y
estudio de la bibliografia existente en la temadtica. La segunda etapa consiste en el disefio
e implementacion de los algoritmos necesarios para lograr los objetivos planteados. Por
ultimo, la tercera etapa consiste en seleccionar repositorios de datos para realizar la evalu-
acién experimental de los algoritmos propuestos y poder analizar los resultados obtenidos.
Detallamos a continuacién las actividades que se realizardn en cada etapa:

Primera Etapa

e Recopilacion y estudio de la bibliografia sobre algoritmos de clasificacion de datos
masivos mediante drboles de decision. Para concretar esta etapa se utilizara el Portal
de Bibliotecas de la UTN y se realizaran bisquedas de bibliografia especializada en
internet.

e Estudio e instalacion de las tecnologias necesarias para el desarrollo sobre un entorno
Big Data.

Segunda Etapa
e Implementacion del algoritmo en estudio en la infraestructura propuesta.

e Disefio de un nuevo algoritmo de construccién de un arbol de decisidn para la clasifi-
cacién de datos masivos.

e Programacion de los métodos requeridos para cumplir el objetivo.

Tercera Etapa

e Seleccidn de repositorios de datos.

o Andlisis experimental de ambos algoritmos sobre los mismos conjuntos de datos.

e Publicacion de los resultados obtenidos.

S Cronograma del Plan de Tareas

5.1 Actividades

1. Estudio de la bibliografia y los algoritmos de clasificacion de datos masivos mediante
arboles de decisién, mds especificamente aquellos basados en C4.5.
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2. Estudio e instalacién de las tecnologias necesarias para el desarrollo sobre un entorno
Big Data.

3. Andlisis del conjunto de datos sobre los que se implementardn los algoritmos y posi-
ble seleccién de atributos.

4. Implementacién de al menos uno de los algoritmos estudiados en la infraestructura
escogida

5. Disefio de un nuevo algoritmo de construccién de un arbol de decision para la clasifi-
cacion de los datos anteriormente seleccionados.

6. Implementacion del algoritmo propuesto en el punto anterior.
7. Andlisis experimental de ambos algoritmos sobre los mismos conjuntos de datos.
8. Publicacion de los resultados obtenidos en Congresos de relevancia.

9. Redaccién del informe final.

5.2 Diagrama de ejecucion

Meses Cronograma de Actividades
1 2 3 4 5 ) 7 8 ] 10 11 12 13 14 15 16 17 18

Actividades
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Condiciones institucionales para el desarrollo de la tesis. In-
fraestructura y equipamiento

El desarrollo de la tesis se realizard la mayor parte del tiempo en el Departamento de Inge-
nieria en Sistemas de Informacién de la Facultad Regional Concepcion del Uruguay de la
UTN (FRCU), y con en el asesoramiento del Departamento de Informatica de la Facultad de
Ciencias Fisico Matematicas y Naturales de la Universidad Nacional de San Luis (UNSL).
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Las razones de esta eleccion se basan en que la tesista ha realizado sus estudios de grado y
posgrado en la FRCU, y estd iniciando su carrera de docente-investigador en la misma como
integrante del grupo de investigaciéon GIBD (Grupo de Investigacién sobre Bases de Datos).
Este grupo cuenta con dos proyectos homologados en el Programa de Incentivos, uno de
ellos es el denominado Mineria de datos: su aplicacion a repositorios de datos masivos,
con el que se abre una nueva linea de investigacién totalmente relacionada con el tema de
la presente tesis.

Respecto a la infraestructura disponible el grupo de investigacién posee una oficina propia
que cuenta con cuatro PCs con conexién a Internet, 1 notebook, 1 Ultrabook, 1 impresora
l4ser, escritorios y sillas. Desde el departamento de Ing. en Sistemas se cuenta con conexion
directa a un servidor propio con las siguientes caracteristicas: procesador Intel XEON, 32
GB de RAM, puertos Gigabit Ethernet, 2 discos SATA de 2 TB cada uno y 1 UPS de altas
prestaciones.

Se cuenta con un servicio de documentacién en la biblioteca de la FRCU, que incluye libros,
tesis, revistas y acceso a publicaciones electrénicas como Scirus, Citeseer, IEEE, ACM en-
tre otras. Asimismo, a través de la Biblioteca del Ministerio de Ciencia y Técnica se tiene
acceso a las revistas cientificas mas actualizadas en la temadtica.
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